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目标检测方法研究

p 计算机视觉领域的三个任务：

Ø 分类：是将图像结构化为某一
类别的信息，用事先确定好的
类别(category)或实例ID来描
述图片

Ø 检测：获得图像中目标的类别
信息和位置信息
（classification 
+ localization）

Ø 分割：对图像的像素级描述，
它赋予每个像素类别（实例）
意义

图1：机器理解图像的三个层次
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目标检测方法研究

p 传统的目标检测框架，主要包括三个步骤：
Ø 利用不同尺寸的滑动窗口框住图中的某一部分作为候选区域；
Ø 提取候选区域相关的视觉特征。比如人脸检测常用的Harr特征；行人检测和普通目标检

测常用的HOG特征（方向梯度直方图）等；
Ø 利用分类器进行识别，比如常用的SVM模型。
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目标检测方法研究

p 基于深度学习的目标检测，主要包括两类：

Ø两阶段(two stage) : 首先由算法生成一系列作为样本的候选框，再通过

卷积神经网络进行样本分类。常见的算法有R-CNN、Fast R-CNN、

Faster R-CNN等等。

Ø单阶段(one stage) : 不需要产生候选框，直接将目标框定位的问题转化

为回归（Regression）问题处理。常见的算法有YOLO、SSD等等。
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Object Detection – two stage

• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

流程：
1. 先提候选框
2. Resize为固定大小
3. CNN提取特征
4. 用SVM分类
5. 最后再bbox回归得到位置

缺点：
1. 对原始图片通过Selective Search

提取的候选框region proposal多
达2000个左右，

2. 每个框都需要进行CNN提特征
+SVM分类，计算量很大，导致R-
CNN检测速度很慢，一张图需要
47s。

首先由算法生成一系列作为样本的候选框，再通过卷积神经网络进行样本分类。

武
汉
环
宇
智
行



Object Detection – two stage
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

优点
1.只对原图提取一次卷积特征，然后找到每
个候 选框（不用resize）在feature map上的
映射patch，将此patch作为每个候选框的卷
积特征输入到SPP layer和之后的层，完成特
征提取工作。
2. 结合空间金字塔方法实现CNNs的多尺
度输入。 不管输入尺寸是怎样，SPP 可以
产生固定大小的输出 可以使用同一图像不
同尺寸(scale)作为输入, 得到同样长度的池
化特征。

Crop/warpImage FC layerConv layer Out

Conv layerImage FC layerspp Out
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Object Detection – two stage
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

优点
Ø 结合SPP-Net改进RCNN，最后

一个卷积层后加了一个ROI 
pooling layer，可以把不同大
小的输入映射到一个固定尺度
的特征向量。

Ø 使用softmax替代SVM分类，同
时利用多任务损失函数边框回
归也加入到了网络中，这样整
个的训练过程是端到端的(除去
region proposal提取阶段)

 缺点：
Ø 选择性搜索找出所有的候选框

非常费时
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Object Detection – two stage
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 
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Object Detection – two stage
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

流程：
1. 把整张图片送入CNN，进行特征提取；
2. 在最后一层卷积feature map上通过RPN生成region 

proposal(候选框)，在生成 ROI 时效率更高。
3. 通过RoI pooling层使得每个建议窗口生成固定大小的

feature map
4. 继续经过两个全连接层（FC）得到特征向量。特征向量经

由各自的FC层，得到两个输出向量。第一个是分类，使用
softmax，第二个是每一类的bounding box边框回归。利
用SoftMax Loss和Smooth L1 Loss对分类概率和边框回归
（Bounding Box Regression）联合训练。

优点：
      设计了提取候选区域的网络RPN，代替了费时的选择性搜
索Selective Search，使得检测速度大幅提高。
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Object Detection
• Two-Stage Methods’ Pipeline

• Inference: Inputs --> CNN --> Proposals --> Select --> CNN --> Outputs --> Decode --> BBoxes.

CNN1

GT

ROIs CNN2

Target2Encode2

rpn loss

Output2 Decode2

roi loss

Decode1

Output1Target1

Encode1

Inference
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Object Detection – two stage
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

 RPN 网络：从锚框中挑选出前景框，以及为前景框回归坐标。
  

(1) 特征图：图像经过CNN得到
(2)滑动窗处理：相当于对特征图做了一次3x3的
卷积操作，最后得到了一个channel数目是256
的特征图，尺寸和公共特征图相同，我们假设是
256 x （H x W）
(3)k: 特征图上每个点对应原图中的k个锚框。特
征图经过CNN下采样得到，因此每一个点就代表
原图中的一个框。例如图像讲过16X下采样，那
么特征图上一个点就代表原图中16*16大小的框。
以这个框的中心点作为锚点，设置好k个框。原
文中使用k=9。假设最终得到的特征图为H*W，
则对应在原图中应该有H*W*9个框。

上图展示了RPN的整个过程，一个特征图经过滑动窗处理，得到
256维特征，然后通过两次1*1卷积得到结果2k个分数和4k个坐标；
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Object Detection – two stage

GT encode Target

output decode BBoxs

• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

 Bbox Regression
  

武
汉
环
宇
智
行



Object Detection – two stage

    

• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

NMS

Select proposals  
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Object Detection – two stage
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 

 ROI Pooling ：输入为原始特征图以及生成的候选框，输出为固定大小的特征图

  

region proposal 投影之后位置 将其划分为（2*2）个sections（假设输出大小为2*2）

对每个section做max pooling
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Object Detection – two stage

    
• R-CNN vs. SSP-Net vs. Fast R-CNN vs. Faster R-CNN 
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Object Detection – one stage

• One-Stage Methods’ Pipeline
• Inference: Inputs --> CNN --> Outputs --> Decode --> BBoxes.

CNN

GT

Output Decode

TargetEncode

loss

Inference

不需要产生候选框，直接将目标框定位的问题转化为回归（Regression）问题处理
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3 

流程：
1.给个一个输入图像，首先将图像划分成
7*7的网格
2.对于每个网格，我们都预测2个边框
（包括每个边框是目标的置信度以及每个
边框区域在多个类别上的概率），每个边
框输出(1+4+cls)个值。
3.根据上一步可以预测出7*7*2个目标窗
口，然后根据阈值去除可能性比较低的目
标窗口，最后NMS去除冗余窗口即可

优点：
YOLO将目标检测任务转换成一个回归问题，
大大加快了检测的速度，使得YOLO可以每
秒处理45张图像

缺点：
没有了Region Proposal机制，只使用7*7的
网格回归会使得目标不能非常精准的定位，
这也导致了YOLO的检测精度并不是很高。
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3 

流程
1.  输入一幅图片，让图片经
过卷积神经网络（CNN）提取
特征，并生成 feature map
2.  抽取其中六层的feature 
map，然后再 feature map 
的每个点上生成 default box
（各层的个数不同，但每个点
都有）
3.  将生成的所有 default 
box 都集合起来，全部丢到 
NMS（极大值抑制）中，输出
筛选后的 default box，并输
出
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3 

    使用Faster R-CNN的anchor机制，同时这个anchor是在多个feature map上，这样可
以利用多层的特征并且自然的达到多尺度的效果。
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3 

结合左图看，卷积网络在79层后，经过下方
几个黄色的卷积层得到一种尺度的检测结果。
相比输入图像，这里用于检测的特征图有32
倍的下采样。比如输入是416*416的话，这
里的特征图就是13*13了。由于下采样倍数
高，这里特征图的感受野比较大，因此适合检
测图像中尺寸比较大的对象。
为了实现细粒度的检测，第79层的特征图又
开始作上采样（从79层往右开始上采样卷
积），然后与第61层特征图融合
（Concatenation），这样得到第91层较细
粒度的特征图，同样经过几个卷积层后得到相
对输入图像16倍下采样的特征图。它具有中
等尺度的感受野，适合检测中等尺度的对象。
最后，第91层特征图再次上采样，并与第36
层特征图融合（Concatenation），最后得到
相对输入图像8倍下采样的特征图。它的感受
野最小，适合检测小尺寸的对象

YOLOV3 改进
1. 新的网络结构Darknet -53
    借用了resnet的思想，在网络中加入
了残差模块，这样有利于解决深层次网
络的梯度问题，每个残差模块由两个卷
积层和一个shortcut connections。整
个v3结构里面，没有池化层和全连接层，
网络的下采样是通过设置卷积的stride
为2来达到的。
2. YOLO3更进一步采用了3个不同尺度
的 特征图来进行对象检测。能够检测的
到更加细粒度的特征。
3.  通过对数据集聚类产生锚框
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3 

残差网络，运算量低，同准确率速度翻倍

结合上图看，卷积网络在79层后，
经过下方几个黄色的卷积层得到一
种尺度的检测结果。相比输入图像，
这里用于检测的特征图有32倍的下
采样。比如输入是416*416的话，
这里的特征图就是13*13了。由于
下采样倍数高，这里特征图的感受
野比较大，因此适合检测图像中尺
寸比较大的对象。为了实现细粒度
的检测，第79层的特征图又开始作
上采样（从79层往右开始上采样卷
积），然后与第61层特征图融合
（Concatenation），这样得到第
91层较细粒度的特征图，同样经过
几个卷积层后得到相对输入图像16
倍下采样的特征图。它具有中等尺
度的感受野，适合检测中等尺度的
对象。
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3
    聚类生成锚框 
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Object Detection – one stage
• YOLO vs. SSD vs. YOLOV3 

对于一个416*416的输入图像，在每
个尺度的特征图的每个网格设置3个先验
框，总共有 13*13*3 + 26*26*3 + 
52*52*3 = 10647 个预测。每一个
预测是一个(4+1+80)=85维向量，这
个85维向量包含边框坐标（4个数值），
边框置信度（1个数值），对象类别的概
率（对于COCO数据集，有80种对象）
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Object Detection

优点

Ø精度高(定位，检出率)
ØAnchor机制
Ø共享计算量

优点

Ø速度慢
Ø训练时间长

• One stage • Two stage

缺点

Ø速度快
Ø避免产生背景错误
Ø学习到物体的泛化特征

Ø精度低(定位，检出率)
Ø小目标检测效果不好

缺点
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Object Detection
• 评价指标：AP(average precision)

Ø FN：False Negative,被判定为负样本，但事实上是正样本。

Ø FP：False Positive,被判定为正样本，但事实上是负样本。

Ø TN：True Negative,被判定为负样本，事实上也是负样本。

Ø TP：True Positive,被判定为正样本，事实上也是正样本。

Ø precesion ：precesion = TP/(TP+FP) 即， 检索结果中，你认为应该为正的样本

（第二个字母都是P）中真正为正的概率。

Ø recall：recall = TP/(TP+FN)          即，检索结果中，你判断为正的样本也确实为正

的，以及那些没在检索结果中被你判断为负但是事实上是正的（FN）中真正为正的概

率。

Ø AP：把recall当成横坐标，precision当成纵坐标，即可得到常用的precision-recall曲

线，AP为曲线围成的面积。
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Object Detection
• 评价指标：AP(average precision)

对某一类，共7张图片，15个GT（绿色框），
24个预测BBOX（红色框），见下图，图中百
分比为预测边框属于该类别的置信度。

判断TP,FP（依据IOU） 按置信度从高到低为每个box计算
Precision，Recall
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Object Detection

11点插值法
• 评价指标：AP(average precision)
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三维目标检测方法研究

1. algorithm:
Faster R- CNN, MaskRCNN, YOLO、SSD
 
2. input:
RGB images

3.output:
2D boxes、classes、confidence

1. algorithm:
3DOP，Deep3DBox，VoxelNet，MV3D 

2. input:
RGB images、LIDAR

3.output:
2D boxes、3D boxes、classes、orientation、 c
onfidence
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三维目标检测方法研究
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三维目标检测方法研究

- 三维目标检测难点：
1）遮挡，遮挡分为两种情况，目标物体相互遮挡和目标物体被背景遮挡

2）截断，部分物体被图片截断，在图片中只能显示部分物体

3）小目标，相对输入图片大小，目标物体所占像素点极少

4）旋转角度学习，物体的朝向不同，但是对应特征相同，旋转角的有效学习有较大难度，

如图所示

5）缺失深度信息，2D图片相对于激光数据存在信息稠密、成本低的优势，但是也存在缺失

深度信息的缺点 武
汉
环
宇
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三维目标检测方法研究

- 根据传感器和输入数据的不同，可以将三维目标检测分为以下
几类：
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三维目标检测方法研究

已有方法基于单目图像的三维物体检
测方法：

• 深度信息难以恢复

• 依赖子网络

• 计算复杂，耗时 武
汉
环
宇
智
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基于单目图像的三维物体检测

M3D-RPN：

• 仅用单目图像无法准确测量深度信息，深度信息难以恢复
ü 解决方法：深度卷积模块为图像特定位置开发特定特征

• 依赖子网络
ü 解决方法：使用RPN结构，同时得到2D,3D目标框

• 计算复杂，耗时
ü 解决方法：对数据集聚类，得到2D,3D先验锚框
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p M3D-RPN

基于单目相机的三维物体检测

如图是锚框的公式化和3D可视化，描绘了2D / 3D锚框公式的每个
参数

2D dimensions

3D dimensions, θ3D

3D – 2D location
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p M3D-RPN

基于单目相机的三维物体检测

     首先通过DenseNet作为基础网络提取特征，然后分为并行的两路分支，一路深度卷积模块，来更多的恢复
图像中的深度信息，一部分使用空间不变卷积，两路分别对目标的进行分类和2D框和3D框的回归，然后设
置自学习的权重对两路的输出值进行加权融合。同时加入针对角度回归不准确的问题，使用一个后优化处理，
将我们检测的3D框投影到图像上，与检测的2D框比较，不断优化这个旋转角。
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p M3D-RPN

基于单目相机的三维物体检测

    深度感知卷积(Depth-aware)作为改善区域提议网络(RPN)内高级特征的空间感知的一种方法，如
图3.a所示。设置超参数b，将特征图沿横向划分为b个条带，对每个条带使用特定的卷积核，与
传统的空间不变卷积图3.b相比，深度感知内核使网络能够利用城市场景中固定视点的几何一致
性，为每个条带开发特定于位置的特征和偏差。
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p M3D-RPN

基于单目相机的三维物体检测
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Green : Prediction Car
Dataset from KITTI Raw Data

2D

3D

基于单目相机的三维物体检测
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基于激光点云的三维目标检测

激光点云的特点：

Ø 点云中每个点都包含(x,y,z)三维信息，

有些还包括RGB信息，反射强度等信

息，激光雷达提供可靠的深度信息，可

以用于精确定位物体。

Ø 点云具有无序性，稀疏性。许多方法

手工制作用于三维物体检测的点云的特

征表示。
武
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基于激光点云的三维物体检测

VoxelNet：

• 手动设计选择点云特征引入了一个信息瓶颈，阻止有效地利用3D形状信
息和检测任务所需的不变性
ü 解决方法：设计了一种新的体素特征编码（VFE）层，它能够在体素

中实现点间交互，通过将点特征与局部聚集特征相结合。 堆叠多个
VFE层允许学习复杂特征以表征局部3D形状信息

• 点云数据量，计算复杂
ü 解决方法：提出了一个端到端的可训练深度网络架构，实现精度较高

的物体检测任务 武
汉
环
宇
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基于激光点云的三维物体检测

VoxelNet：

    将三维点云划分为一定数量的Voxel，经过点的随机采样以及归一化后，对每一个非空Voxel使用若干个
VFE(Voxel Feature Encoding)层进行局部特征提取，得到Voxel-wise Feature，然后经过3D 
Convolutional Middle Layers进一步抽象特征（增大感受野并学习几何空间表示），最后用RPN(Region 
Proposal Network)对物体进行分类检测与位置回归。

武
汉
环
宇
智
行



基于激光点云的三维物体检测

VoxelNet：

VFE layer

一块Voxel中的三个点经过FCN抽象
Point-wise feature，并使用MaxPool
得到Locally Aggregated Feature(局
部聚合特征)，然后将这个局部特征
concatenate到每一个Point-wise 
feature上。

既保留点的特征又结合了局部结构特征，
使得其可以学习shape特征。
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基于激光点云的三维物体检测

VoxelNet：

RPN Network
回归目标编码方式
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基于点云和图像的三维目标检测

已有方法基于点云的三维物体检测方法：

• 在点云空间搜索物体计算复杂度高

• 点云数据处理（投影，体素化）造成信息损失

点云空间 点云投影至BEV 点云体素化
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•  在点云空间搜索物体计算复杂度高

ü 解决方法：对3D proposal实现了逐维(2D-3D)的精准定

位，大大缩短了对点云的搜索时间

• 点云数据处理（投影，体素化）造成信息损失

ü 解决方法：直接处理raw point cloud，没有任何维度的

信息损失，能够学习更全面的空间几何信息

基于点云和图像的三维目标检测

p Frustum PointNet
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基于RGB-D图像的三维目标检测

p Frustum PointNet

     逐维(2D-3D)的精准定位体现在得到2D框之后，使用相机投影矩阵，可以
将2D边界框提升到视锥，该视锥定义了对象的3D搜索空间。 收集视锥中的所
有点以形成视锥点云。我们在视锥内进行3D的目标检测。

武
汉
环
宇
智
行



基于点云和图像的三维目标检测

p Frustum PointNet

      输入RGB图像和点云，先在RGB图像上找到2D region proposal，结合该区域的点云后得到frustum 
proposal，接着，在该frustum中使用PointNet++进行3D instance segmentation（进一步缩小proposal
的三维空间），最后，利用T-Net对坐标归一，并再次使用PointNet++，回归出物体3D Bouding Box的
相关参数。
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基于点云和图像的三维目标检测

p Frustum PointNet

center： 
a “residual” approach

size & heading angle: 
a hybrid of classification and regression 
formulations
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Purple : Car  Blue : Pedestrian  Yellow : Cyclist White circle : Orientation
                                        Dataset from KITTI test set

lidar

image

基于点云和图像的三维目标检测
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基于点云和图像的三维目标检测
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Method Type
APbv(IoU=0.5) APbv(IoU=0.7) AP3d(IoU=0.5) AP3d(IoU=0.7) Runti

me

Easy Mode Hard Easy Mode Hard Easy Mode Hard Easy Mode Hard

Mono3D Mono 30.50 22.39 19.16 5.22 5.19 4.13 25.19 18.20 15.52 2.53 2.31 2.31 -

Deep3DBox Mono 30.02 23.77 18.83 9.99 7.71 5.30 27.04 20.55 15.88 5.85 4.10 3.84 -

M3D-RPN Mono 55.37 42.49 35.29 25.94 21.18 17.90 48.96 39.57 33.01 20.27 17.06 15.21 0.16s

Multi-Fusion Stereo - 53.56 - - 19.54 - - 47.42 - - 9.80 - -

3DOP Stereo 55.04 41.25 34.55 12.63 9.49 7.59 46.04 34.63 30.09 6.55 5.07 4.10

Stereo-RCNN Stereo 87.13 74.11 58.93 68.50 48.30 41.47 85.84 66.28 57.24 54.11 36.69 31.07 0.3s

VeloFCN LiDAR 79.68 63.82 62.80 40.14 32.08 30.47 67.92 57.57 52.56 15.20 13.66 15.98 -

VoxelNet LiDAR 81.97 79.76 77.39 77.47 65.11 57.73 0.23s

MV3D LiDAR+R
GB     - - - 86.55 78.10 76.67 - - - 71.29 63.68 56.56 0.36s

F-Point LiDAR+R
GB     - - - 88.16 84.02 76.44 - - - 83.76 70.92 63.65  0.17s

三维目标检测性能比较
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